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Resumo

Grande parte dos sistemas de produção de óleo e gás fazem uso, durante sua modelagem e otimização, de
funções não lineares. Tais funções são tipicamente aproximadas por metodologias como linearização por
partes e envelopes de McCormick. Tais aproximações são capazes de transformar modelos de programação
matemática não linear (NLP) em modelos programação matemática inteiro-mistos (MILP). A dificuldade
associada às aproximações está tipicamente relacionada a sua precisão e também ao tempo computacional
necessário para o seu cálculo, visto que o acréscimo de variáveis binárias tem como consequência um
modelo NP-Hard. Neste contexto, esse projeto vista investigar a possibilidade da aproximação das funções
não lineares como redes neurais ReLU modeladas por problemas MILP, e verificar se existem melhorias
significativas na precisão e no tempo computacional em comparação com os métodos tradicionais, bem
como sua aplicabilidade em modelos de óleo e gás.

Introdução

A complexidade crescente dos campos de produção de petróleo maŕıtimos, particularmente nos reser-
vatórios do Pré-Sal, torna necessário o desenvolvimento e emprego de sistemas computacionais para
otimização da produção dos ativos. Como exemplo cita-se a Bacia de Santos onde são encontradas diversas
plataformas de produção que compartilham uma malha de escoamento de gás submarina, o que exige a
coordenação das decisões das unidades de produção local com os terminais terrestres de processamento de
fluidos para assegurar a viabilidade das operações.

Contudo, deve-se notar que grande parte dos sistemas de produção de óleo e gás fazem uso, durante
sua modelagem e otimização, de funções não lineares. Tais funções são tipicamente aproximadas por
metodologias como linearização por partes [1] e envelopes de McCormick [2]. Tais aproximações são
capazes de transformar modelos de programação matemática não linear (NLP) em modelos de programação
matemática inteiro-mistos (MILP).

A dificuldade associada as aproximações está tipicamente relacionada a sua precisão e também ao
tempo computacional necessário para o seu cálculo, visto que o acréscimo de variáveis binárias tem como
consequência um modelo NP-Hard. Recentemente, foi proposta uma técnica para lidar com funções não
lineares por meio de modelos inteiros-mistos de redes neurais [3].

Nesse contexto, esse tema de mestrado tem como intuito investigar as descobertas apresentadas no
artigo “ReLU networks as surrogate models in mixed-integer linear programs” [3], bem como sua aplicabil-
idade em modelos de óleo e gás. Também considerar aproximações convexas da função ReLU por meio de
suavização hiperbólica [4, 5], que permite aproximar de forma arbitrária certas funções não lineares como
valor absoluto (i.e., f(x) = |x|) e operador máximo (i.e., f(x) = max{0, x}).

Redes ReLU como MILP

A ideia de modelar uma rede neural com função de ativação ReLU apareceu na literatura tendo sido
proposta de forma independente e quase simultânea por autores diferentes [6, 7, 8, 9]. Considera-se uma
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rede neural com suas camadas ocultas definidas pela seguinte equação:

xk = σ(W kxx−1 + bk) (1)

em que xk é um vetor com os valores de sáıda da camada k, W k é uma matriz de pesos que conecta as
unidades da camada (k−1) com a camada k, bk é o vetor com de bias, e σ(·) é conhecida como a função de
ativação da rede neural. Quando a função ReLU é escolhida, a função de ativação tem a seguinte forma:

σ(y) = max{0, y} (2)

A caracteŕıstica única desta função de ativação, permite que a rede neural seja reescrita como um
MILP onde a camada de entrada é dada por:

L0 ≤ x0 ≤ U0 (3)

as camadas ocultas (∀k = 1, . . . , K − 1) por:

W kxx−1 + bk = xk − sk (4a)

xk, sk ≥ 0 (4b)

zk ∈ {0, 1}nk

(4c)

xk ≤ Ukzk (4d)

sk ≤ −Lk(1− zk) (4e)

em que as operações acima são aplicadas vetorialmente, elemento a elemento, Lk é um vetor com entradas
negativas conforme a formulação ReLU, e a camada de sáıda dada por:

WKxK−1 + bK = xK (5)

LK ≤ xK ≤ Uk (6)

Dada uma rede neural com função de ativação ReLU, as equações (3), (4) e (5) representam sua
formulação exata como um problema inteiro-misto. Isto é, dado um treinamento prévio, considerando os
pesos como constantes, para uma mesma entrada fixa x0 a sáıda será constante.

Assim, espera-se que uma rede neural ReLU possa ser utilizada como uma função de aproximação em
problemas não-lineares de petróleo e gás, vindo a substituir abordagens clássicas como a linearização por
partes e envelopes de McCormick. Uma alternativa ao modelo MILP consiste da aproximação convexa da
função ReLU por meio de suavização hiperbólica [4, 5]. Para tanto, será necessário avaliar a qualidade da
solução, bem como o seu tempo computacional.

Objetivos

Neste tema dissertação de mestrado, o aluno buscará obter resultados relevantes para modelagem, otimização
e controle da produção de petróleo e gás por meio de redes neurais ReLU formuladas como MILP e aprox-
imadas com suavização hiperbólica convexa. Para tanto, os seguintes objetivos são esperados:

• Desenvolvimento de um arcabouço automático para transformação de funções não-lineares em redes
neurais ReLU reescritas como um MILP, incluindo nesse contexto também o treinamento da rede
neural.

• Desenvolvimento de modelos simplificados de poços produtores (de petróleo e gás) utilizando redes
neurais ReLU na aproximação das funções não-lineares.
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Perfil do Candidato

É indispensável disposição para estudos avançados, bem como capacidade de estudar e conduzir pesquisa
individualmente e em grupo. Também é desejável:

• proficiência para leitura e redação na ĺıngua inglesa;

• Experiência em programação em Python e base sólida de conhecimento em otimização (pro-
gramação matemática).

• Conhecimento no treinamento de redes neurais (tensorflow/keras).
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